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Ubersetzen mit
Mensch und Maschine

Dank Kiinstlicher Intelligenz hat die Maschinelle Ubersetzung einen enormen Produktivitatssprung
getan. Wie kann es jetzt weitergehen, etwa mit Hilfe von Pre-Editing oder dem Trainieren mit
eigenen Daten? Gefragt ist das Fachwissen der Technischen Redaktion.

TEXT Rachel Herwartz

Bei der neuronalen Maschinellen Uber-
setzung (NMU) wird fiir jedes Wort im
Ausgangssatz (,Eingabewort®) eine Re-
préasentation in Form eines Zahlenvektors
erzeugt. In der Maschinellen Ubersetzung
reichert der Encoder jedes Eingabewort
mit Kontextinformationen aus dem gan-
zen Eingabesatz an. Der Decoder generiert
die Ausgabewdrter und baut Wort fiir Wort
den Ausgabesatz auf. Die Wahrscheinlich-
keit fiir das jeweils ndchste Wort ergibt sich
dabei aus den Wortern des Eingabesatzes
und allen bisher generierten Ausgabewor-
tern (ABB. 01, S. 46).

Der Erfolg dieser Methode liegt in der
Nachbildung eines neuronalen Netzes. Im
Gehirn werden die Nervenzellen (Neuro-
nen) durch Synapsen miteinander verbun-
den und spannen dadurch ,neuronale Net-
ze* auf. Kiinstliche neuronale Netze (KNN)
sind Programme, die im Training durch die
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Verkniipfung von Daten lernen, was die
erwarteten Ausgaben fiir bestimmte Ein-
gangswerte sind. Auf diese Weise kénnen
KI-Systeme eigenstidndig Verkehrsschilder
auf einer Strafe erkennen und Fufiginger
von Autos unterscheiden. Sie kénnen aber
versagen, wenn ein LKW umkippt und quer
auf der Strafle liegt. So eine Situation ent-
spricht nicht dem ,,gelernten” Idealbild.

>

Prof. Dr. Rachel Herwartz berat bei der Gestaltung
von Ubersetzungs- und Terminologieprozessen.

Sie ist Geschéftsfiihrerin der TermSolutions GmbH,
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An der Internationalen Hochschule SDI Miinchen leitet
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L & & B
Die Katze ist hungrig.

_——_

ABB. 01 Encoder-
Decoder-Architektur.
QUELLE Rachel Herwartz

ABB. 02 Beispiel fur
Zahlenvektoren vor
und nach dem
Training.

QUELLE Rachel Herwartz

> Diese Funktionsweise liegt ebenfalls der
Neuronalen Maschinellen Ubersetzung zu-
grunde. Insofern haben auch Ubersetzun-
gen mittlerweile ,,etwas mit KI zu tun®

Training eines neuronalen Systems

Fiir das Training der ,NMU-Engine, des
KI-Systems, wird fiir jedes Wort zunichst
willkiirlich ein Zahlenvektor vergeben
(aBB. 02, LINKS). Das Trainingsmaterial be-
steht in diesem Fall aus bilingualen Satzpaa-
ren. Generische Systeme wie die von Goog-
le, Microsoft oder DeepL wurden dabei mit
Millionen von Daten aus EU-Bestinden
trainiert. Mit jedem neuen Satzpaar, das in
das Trainingsmaterial aufgenommen wird,
slernt“ die Engine, welche Worter immer
wieder in dhnlichen Kontexten auftauchen.
Diese Worter nahern sich im Laufe des Trai-
nings einander an und erhalten somit auch
dhnliche Koordinaten (ABB.02, RECHTS).
Die Vorhersage des Systems basiert daher
nicht auf grammatikalischen Regeln, son-
dern auf Hiufigkeiten der Verteilung von
Wortern im Trainingsmaterial.

Umgang mit Homonymen

Im Beispiel in Abbildung 02, auf der rech-
ten Seite, sind die drei Worter ,,Maus®, ,,Kat-
ze“ und ,hungrig® durch das Training be-
reits zusammengeriickt. Allerdings steht das
Wort ,,Kater weit abseits, was daran liegt,
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Vor dem Training der MU-Engine

dass ,Kater” ein Homonym ist. Homony-
me, das heifst Worter mit mehreren Bedeu-
tungen, von denen eine der Bedeutungen
im Trainingsmaterial vorherrscht, werden
von der NMU-Engine auch nach der hiu-
fig vorkommenden Bedeutung iibersetzt. In
diesem Fall scheint der ,,Kater® als ,,mann-
liche Katze“ seltener im Trainingsmaterial
vorhanden zu sein als mit der haufig vor-
kommenden Bedeutung ,,Kater® im Sinne
einer ,schlechten korperlichen und seeli-
schen Verfassung nach [iiber]reichlichem
Alkoholgenuss“ (Duden). Somit sind auch
seine Koordinaten denen anderer Worter
wie ,,Bier®, ,Wein“ und ,trinken® dhnlicher.

Tatsdchlich ist die zweite Bedeutung
von ,,Kater” in den generischen NMU-Sys-
temen von Google und Microsoft die vor-
herrschende. Daher wird es fir das Engli-
sche mit ,,hangover®, im Franzdsischen mit
»gueule du bois“ tibersetzt und bei Google
sogar mit einem Hékchen hervorgehoben,
dem Symbol fiir ,trusted. DeepL hingegen
schligt fiir ,,Kater“ mehrere Ubersetzungen
vor: cat, tomcat und hangover.

Wie schon gezeigt, wird in der Encoder-
Decoder-Architektur in Abbildung 01 wéh-
rend der Ubersetzung der Kontext beachtet.
Hierfiir werden in der Generierung des Ziel-
satzes alle Worter des Ausgangssatzes und
alle schon iibersetzten Worter des Zielsat-
zes beriicksichtigt. So konnen die Sétze ,,Der

Nach dem Training der MU-Engine

Kater fingt die Maus“ und ,,Der Kater war
hungrig” im Laufe der Ubersetzung entspre-
chend korrigiert werden (ABB. 03).

Das alles hat jedoch weniger mit Gram-
matik oder Semantik zu tun, sondern mehr
mit Mathematik und Statistik. In der auto-
matischen Vorschlagsfunktion von Google
Ubersetzer scheint dieser Mechanismus al-
lerdings nicht zu greifen (ABB. 04). Man soll-
te sich daher nicht blind auf die Vorschlage
(unten links) verlassen, sondern den Text
tatsdchlich komplett eingeben.

Missverstindliche Personalpronomen

Die NMU scheitert auch an Personalprono-
men, deren Zuordnung nur durch den Kon-
text klar wird. Ein Beispiel, das die Maschine
im Gegensatz zum Menschen nicht auflgsen
kann, lautet: ,Immer wenn Marie ihre Katze
futtert, beifst sie sie“. [1] Dass die Katze Ma-
rie beiflt und nicht umgekehrt, basiert auf
Weltwissen und wird vom Humaniiberset-
zer in die Zielsprache iibertragen.

Dass dieser Satz in der Maschinellen
Ubersetzung jedoch Probleme macht, zeigt
sich schon bei einer Ubersetzung ins Engli-
sche. Google und Microsoft iibersetzen hier
~Whenever Marie feeds her cat, she bites her®.
DeepL hingegen {ibersetzt in ein falsches
~Whenever Marie feeds her cat, she bites it

In den romanischen Sprachen erzeugen
die Systeme sehr unterschiedliche Ergebnis-
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Die Katze X Thecat k4
Die Katze fangt die Maus. ¥ The cat catches the mouse. *
Der Kater X The Hangover @ b<4
Der Kater fangt X The hangover catches b4
Der Kater féngt die X The cat catches them 814
Der Kater féngt die Maus ®  The cat catches the mouse b+ 4
Der Kater war % The hangover was vy
Der Kater war hungrig X The cat was hungry k4
ABB. 03 Homonyme wie, der Kater” werden erst im Lauf der Ubersetzung im Kontext erkannt.
QUELLE Rachel Herwartz
SPRACHE ERKENNEN DEUTSCH ENGLISCH w =, ENGLISCH SPANISCH ITALIENISCH
Der Kater isst wenig X The cat eats little ¥
der kater isst wenig
the hangover eats little
oAy 2075000 T <€) O 7z <

aBB. 04 Falsche Ubersetzungsvorschlige in Google Ubersetzer (links unten im Bild).

QUELLE Rachel Herwartz

se (ABB. 05, S.48). In vielen Fillen wird tat-
siachlich eine Bedeutung ,Marie beif3t die
Katze“ erzeugt. Es ist jedoch kaum vorher-
sehbar, wann der Fehler auftritt, da diese
drei Sprachen eigentlich dhnliche Ergebnis-
se erhalten sollten.

Wird im Satz ,,die Katze® durch ,,der Ka-
ter ersetzt, werden die Beziige auch fiir die
Maschine klarer. Jetzt ist der deutsche Satz
durch das unterschiedliche Geschlecht ein-
deutiger und wird korrekt iibersetzt (aBB.
06, S.48).

Allerdings zeigt sich in der franzosi-
schen Ubersetzung von Microsoft Uber-
setzer ein neuer Fehler: Der Kater wurde
trotz des vorhandenen Kontextes ,,fiittern®
mit ,gueule de bois“ iibersetzt. Das zeigt,
dass eine Terminologiekontrolle gerade in
der NMU unerlisslich ist. [2] Denn der De-
coder kann bereits wihrend der Uberset-
zung zwar Eingabeworter einbeziehen, die
er fiir sinnvoll erachtet. Wie das Beispiel
fiir Franzosisch zeigt, gibt es aber keine Ga-
rantie dafiir, dass der Decoder bei Errei-
chen des Satzendes alle Encoder-Ausga-
ben beriicksichtigt hat. Dadurch kénnen
sich ungewollte Hinzufiigungen (,over-
translation®) oder Auslassungen (,under-
translation®) in den Zieltexten entwickeln.
Es konnen auch ,,Halluzinationen® entste-
hen, bei denen Worter mehrfach wieder-
holt werden. [3]
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Vorteile von NMU

Texte, die mit NMU-Systemen iibersetzt
werden, sind fliissiger lesbar und von we-
sentlich hoherer Qualitét als solche der bis-
her vorherrschenden regelbasierten (RMU)
oder statistischen Ubersetzungssysteme
(SMU). Die Ubersetzungsqualitit kann da-
bei nicht nur von einem Humaniibersetzer
gemessen werden, sondern auch mit Hilfe
automatisch berechneter Scores wie BLEU
dargestellt wird.

Bei BLEU wird eine maschinell erzeug-
te Ubersetzung mit der Referenziiberset-
zung eines Humaniibersetzers verglichen.
Je weiter die Maschinelle Ubersetzung von
der Originaliibersetzung entfernt ist, umso
niedriger ist der dafiir ausgegebene BLEU-
Score. Allerdings ist zu bedenken, dass auch
Humaniibersetzungen nie tatsdchlich zu 100
Prozent an diese erste Referenziibersetzung
herankommen: Selbst ein Ubersetzer, der
seinen eigenen Text noch einmal Monate
spater ibersetzt, wird keine hundertprozen-
tige Ubereinstimmung mit dem Ausgangs-
text mehr erreichen.

Verschiedene Studien zeigen anhand des
BLEU-Scores eine signifikante Qualitatsstei-
gerung der neuronalen gegeniiber anderen
Arten der Maschinellen Ubersetzung. [4]
Das trifft zum Beispiel fiir die Sprachkom-
binationen Deutsch/Englisch und Englisch/ >
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Deutscher Satz,,Immer wenn Marie ihre Katze fiittert, beilSt sie sie.”

Bedeutung A, Die Katze beif3t Marie”

Bedeutung B, Marie beif3t die Katze”

Google und Deepl Italienisch

Ogpni volta che Marie
nutre il suo gatto, la
morde.

Microsoft Italienisch
Ogni volta che Marie da
da mangiare al suo
gatto, lo morde.

Google und Microsoft Spanisch

Siempre/Cada vez que
Marie alimenta a su
gato, la muerde.

Deepl Spanisch

Cada vez que Marie da
de comer a su gato, lo
muerde.

Google, Microsoft, DeepL Franzdsisch

Chagque fois que Marie
nourrit son chat, elle le
mord.

ABB. 05 ,,Immer wenn Marie ihre Katze flittert, beif3t sie sie.” (IT/SP/FR)

QUELLE Rachel Herwartz

Deutscher Satz,,/mmer wenn Marie ihren Kater fiittert, beil3t er sie.”

Bedeutung A, Der Kater bei3t Marie”

Google, Microsoft und DeeplL Italienisch

Ogni volta che Marie da da mangiare al suo gatto/nutre il suo gatto (lui) la morde.

Google, Microsoft und DeepL Spanisch

Siempre/Cada vez que Marie alimenta a su gato, él/éste la muerde.

Google und Deepl Franzosisch
Chagque fois que Marie nourrit son chat, il la mord.
Microsoft Franzdsisch

Chagque fois que Marie nourrit sa gueule du bois, il la mord.

ABB. 06 ,/mmer wenn Marie ihren Kater flttert, beil3t er sie.” (IT/SP/FR)
QUELLE Rachel Herwartz

Beispiele fiir Formulierungsmuster

DE: Bitte Motor ausbauen. EN: Please remove engine.
DE: Bitte bauen Sie den Motor aus. EN: Please remove the engine.
DE: Motor ausbauen. EN: Remove engine.

INF. 01 QUELLE Rachel Herwartz

> Deutsch sowie Ubersetzungen aus dem Chi-
nesischen ins Englische zu.

In einer Bewertung durch Humaniiber-
setzer lieen sich fiir NMU in der Sprach-
richtung Englisch-Deutsch 50 Prozent weni-
ger Wortstellungsfehler, 17 Prozent weniger
lexikalische Fehler, 19 Prozent weniger mor-
phologische Fehler und insgesamt 26 Pro-
zent weniger Post-Editing- Aufwand als fiir
RMU feststellen. [5]

Auch Sprachdienstleister, die schon seit
lingerem Maschinelle Ubersetzung verwen-
den, berichten ebenfalls von einer enormen
Qualititssteigerung beim Umstieg von SMU
auf NMU. So kénnen NMU-Elemente hiu-
figer komplett iibernommen werden, und es
gibt insgesamt weniger Nachbearbeitungs-
bedarf. Gerade die Ubersetzungen vom
Englischen ins Deutsche und umgekehrt
haben fiir einige Experten mittlerweile eine
so hohe Qualitdt erreicht, dass es fiir die
Ausbildung von Ubersetzern ,,sinnvoll sein
konnte, einen Grofiteil der reinen Uberset-
zungsiibungen durch Post-Editing-Kurse zu
ersetzen®. [6]

Die Qualitit der MU kann aber meist
noch weiter verbessert werden. Das gelingt
durch Training mit eigenem Material und
durch ein vorangehendes Pre-Editing.

Priifen und anpassen

Parallel zum ,,Post-Editing“ (PE), in DIN
ISO 18578 definiert als Nachbearbeitung
eines ausschliellich maschinell tibersetzten
Textes, bezeichnet ,,Pre-Editing* eine Uber-
arbeitung des Ausgangstextes mit dem Ziel,
ein besseres Ergebnis in der Maschinellen
Ubersetzung zu erzielen. Laut Norm fillt
dies in den Aufgabenbereich des Uberset-
zers bzw. Post-Editors, obwohl er sich haufig
nicht zur Uberarbeitung des Ausgangstex-
tes berufen fiihlt. Wenn hingegen Techni-
sche Redakteure jhre Texte unter Beachtung
der geltenden Rechtschreibung, mit korrek-
ter Formatierung und nach den Regeln fiir
tibersetzungsgerechtes Schreiben verfassen,
sind diese Arbeitsschritte vom Pre-Editing
nicht mehr weit entfernt.

Bereits seit langem wird dariiber ge-
forscht, wie sich Kontrollierte Sprache auf
die Qualitit Maschineller Ubersetzung aus-
wirkt. [7] Fiir die regelbasierte MU wurden
bereits 1996 grofle Erfolge erzielt: ,Die In-
tegration des Pre-Editing auf der Basis des
SDD [Siemens Dokumentationsdeutsch,
R.H.] in den Ubersetzungsprozess mit dem
firmeninternen MU-System erméglichte es
Siemens, sich weitgehend das Post-Editing
zu ersparen. [8]

In einer Studie zum Pre-Editing in der
statistischen MU konnten 2017 {iber 90 Pro-
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Beschaffung und
Bereinigung
Trainingsmaterial

Gegebenenfalls
Anreicherung
Trainingsmaterial

Training der

Engine

Evaluierung des
MU-Outputs

Re-Training der
Engine

aBB. o7 Arbeitsschritte in (Re-)Training und Customization. QueLLE Rachel Herwartz

zent des Ausgangstextes so bearbeitet wer-
den, dass der Text mit Hilfe eines statisti-
schen Maschinellen Ubersetzungssystems
in einer ausreichend hohen Qualitit ma-
schinell Gibersetzt werden konnte. [9] Diese
Erfolge konnten fiir die NMU leider bisher
nicht eindeutig nachgewiesen werden.

Marzouk [10] hat auf der Basis von neun
ausgewihlten Regeln aus der tekom-Leitli-
nie 2013 [11] und einem Korpus von zehn
deutschen Benutzerhandbiichern festge-
stellt, dass der BLEU-Score fiir die NMU
mit 83 Prozent doppelt so hoch ist wie der
von SMU und RMU. Dieses gute Ergebnis
trifft allerdings auf die prieditierten sowie
die nicht préaeditierten Texte zu.

Folgende Regeln der tekom-Leitlinie
wurden fiir die Analyse ausgewdhlt:
> Oberflichentexte mit

Anfiithrungszeichen auszeichnen
> Funktionsverbgefiige vermeiden
- Konditionalsitze mit ,Wenn® einleiten
> eindeutige pronominale Beziige

herstellen
> Partizipialkonstruktionen und

Passiv vermeiden
> Konstruktionen mit ,,sein“ und

»zu“ vermeiden
> uberfliissige Prifixe streichen
> keine Wortteile weglassen
Bei einer Bewertung der Ubersetzungen
durch Humanitibersetzer wurde oft kriti-
siert, dass der durch kontrollierte Sprache
optimierte Text in der Ausgangssprache in
der Ubersetzung dann ,,nicht mehr so schon
klingt® [12] Diese Bewertung trifft nicht nur
auf den ubersetzten Text, sondern auch be-
reits auf die kontrollierte Sprache im Aus-
gangstext zu.

Der Ubersetzungsdienstleister Dr. Fran-
¢ois Massion betont, dass zur Erkennung
von Schwierigkeiten, die sich beim Einsatz
von MU ergeben konnten, Merkmale wie
die Satzlange in Wortern, die Wortldnge pro
Satz, die Interpunktion, die Anzahl der Ver-
ben im Satz sowie die Komplexitit der Satz-
struktur und Mehrdeutigkeit zahlen. [13]
Dies fiihrt beim Ubersetzer dann nicht zum
Pre-Editing des Ausgangstextes, sondern zu
einer Bewertung des Ubersetzungsauftrags
in die drei Kategorien:
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> fiir MU nicht geeignet

> fiir PE geeignet

> braucht keine MU

Die Experten Miyata und Fujita haben 2021
ihre Studie zum Pre-Editing von 2017 noch
einmal wiederholt, diesmal fiir neuronale
Maschinelle Ubersetzung. Galt vorher im-
mer der Grundsatz, dass fiir Maschinelle
Ubersetzung die Sitze méglichst kurz und
einfach sein sollten, so stellten sie jetzt je-
doch fiir die NMU fest: ,Rather, it is more
important to make the content, syntactic re-
lations, and word senses clearer and more
explicit, even if the ST becomes longer.“ [14]

Domaine oder generisches Training

Einen zweiten Ansatzpunkt fir die Verbes-
serung des MU-Ergebnisses bietet die Ver-
wendung von spezifischerem Trainings-
material. Trotz der ,,Blackbox“ NMU kann
bereits im Training versucht werden, die
Verbindungen zwischen den Wortern so zu
beeinflussen, dass bestimmte Verbindungs-
wege gegeniiber anderen bevorzugt werden.
Dies gilt zum Beispiel fiir Beeinflussungen
im Sinn von ,,bevorzuge nur Informationen
aus dem Sachgebiet X ,,aus der Textsor-
te Y oder ,fiir die Zielgruppe Z“ Abhilfe
versprechen ,,doméinenspezifisch” trainierte
Engines, etwa im Ubersetzungssystem Ma-
tecat, wo fiir jeden Ubersetzungsauftrag der-
zeit zwischen 36 verschiedenen ,,Subjects®
gewiahlt werden kann.

Mit eigenen Daten

Andere Anbieter stellen es ihren Kunden
frei, die generische Engine zu verwenden
oder ein mit eigenen Daten erstelltes bzw.
angereichertes System zu nutzen. Bei Goog-
le AutoML wird fiir jede Ubersetzung das
Ergebnis der generischen Engine und das
der selbsttrainierten Engine angezeigt. Eine
aktuelle Ubersicht iiber die géngigen Syste-
me bietet eine Studie, die jahrlich aktuali-
siert wird. [15]

Dabei ist zu unterscheiden zwischen ei-
nem Training mit einem komplett leeren
System und einem ,,Re-Training“ bzw. der
»Customization® von generischen Systemen.
Da man fiir Ersteres mindestens eine Mil-
lion Satzpaare pro Sprachrichtung und pro

Fachgebiet benétigen wiirde, ist — aufSer fiir
Behorden und Grofikonzerne - meist nur
die Anpassung durch das zusétzliche Ein-
speisen eigener Daten realistisch. [16] So
kann man schon mit 5.000 bis 15.000 Satz-
paaren pro Sprachrichtung gute Ergebnis-
se erzielen. Mehr eigene Daten kénnen bei
den Systemen manchmal die MU-Qualitit
verschlechtern. Auch eine Priorisierung von
Trainingspaaren ist moglich, zum Beispiel
durch eine Vorauswahl von ,guten“ Seg-
menten, die dann hoher gewichtet werden
als die anderen.

Gutes Trainingsmaterial im Sinn von bi-
lingualen Satzpaaren ist vor allem in Ortho-
grafie und Interpunktion fehlerfrei, ohne
auseinandergerissene Satzfragmente und
enthdlt keine tiberfliissigen Tags oder For-
matierungen. Dies ist in den Translation
Memories der Unternehmen nicht immer
gegeben und muss daher vor dem Training
bereinigt werden (ABB. 07).

Standardisierung im Trainingsmaterial

Haufig werden fehlende Metadata-Attribute
wie ,,User Manual“ und ,,Marketing Materi-
al“ in den Translation Memories beanstan-
det. Manchmal handelt es sich aber auch um
unstrukturierte Translation Memories, die
sich tiber die Jahre angesammelt haben: ,A
linguistic data management is still missing at
both client and vendor side.“ [17]

Allerdings kann man bei den Anfor-
derungen noch einen Schritt weitergehen.
Selbst wenn anhand von Metadaten eine
Textsorte wie ,Technische Dokumentati-
onen” identifiziert und damit eine Engine
trainiert wird, ist zu beachten, dass die Sétze
einheitliche Formulierungsmuster zum Bei-
spiel in der Anrede der Kunden aufweisen
(INE. 01). Man sollte auch keine Translation
Memories verwenden, in denen britisches
und amerikanisches Englisch vermischt ist.
Denn sonst ,,lernt die Engine im Training
diese Varianten und gibt dann in der Uber-
setzung willkiirlich die eine oder die andere
Variante aus.

Anreicherung des Trainingsmaterials

Wenn nicht geniigend eigenes bilinguales
Material vorhanden ist, ist es moglich, durch >
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Kontrolliertes Vokabular in den Prozessschritten

Im Trainingsmaterial der Als Pre-Editing im Wahrend des laufenden Im Post-Editing In der QS
MU-Engine Ausgangstext MU-Prozesses
Ausgangssprache: Keine Homonyme Meist nur bilinguale Glossare mit Termerkennung aus Voraussetzung:

keine Homonyme,

Synonyme vermeiden' vermeiden

verwenden, Synonyme

zwei Spalten einbindbar, daher
zielgruppenspezifischer Export aus
der Terminologiedatenbank

einer Termdatenbank

Praskriptive
Terminologiearbeit

Zielsprache: Homonyme Einsatz einer
moglich, Synonyme

vermeiden' Ausgangstext

Terminologiepriifung im

Einfaches nachtragliches Suchen
und Ersetzen fuhrt oft zu Grammatik-
fehlern

Argumentation fiir oder
gegen Benennungen
in TDB ablegen

Einsatz einer
Terminologiepriifung
im TMS oder der MU

Idealerweise Abkirzungen
und Eigennamen
kennzeichnen

kennzeichnen

In Zukunft: Eigennamen
und Abkiirzungen

Einbindungsversuche wie Provokation
werden nicht von allen Systemen
unterstutzt

Griinde fir Terminologie-
fehler als Feedback an
Sprachtechnologen

Feedback an die
Sprachtechnologen im
TMS oder im MU-System

! Eventuell sind Inkonsistenzen im Ausgangstext gut zur Identifikation von Synonymen, wenn die Aquivalente im Zieltext dann eindeutig sind. Allerdings kann das Material so nicht

fiir das Training im Ausgangstext in beiden Sprachrichtungen verwendet werden. [18]

TAB. 01 QUELLE Rachel Herwartz

eine maschinelle Riickiibersetzung bzw. die
Generierung weiterer Satzpaare durch Platz-
halter und Duplizierung von Sitzen, zum
Beispiel mit Zahlen oder Datumsangaben,
das Trainingsmaterial anzureichern. Aller-
dings kann man auch dominenspezifische
Sprachpaare kiuflich erwerben oder Open-
Source-Sammlungen frei fiir das Training
verwenden.

Fiir seltene Sprachkombinationen emp-
fiehlt es sich in manchen Féllen, iiber eine
Pivot-Ubersetzung bzw. Relaissprache zu-
néchst ins Englische und dann vom Engli-
schen in die Zielsprache zu tibersetzen. Bei
dhnlich aufgebauten Sprachen kann man
auch mit mehrsprachigen Satzpaaren arbei-
ten. Zunichst wird nur ein Sprachpaar wie
zum Beispiel Deutsch - Spanisch trainiert.
Daran ,,hidngen“ weitere romanische Spra-
chen wie Italienisch, Franzosisch, Portugie-
sisch und Rumaénisch.

Terminologie einbinden

Die Einbindung der Terminologie muss
in allen Prozessschritten einer Maschinel-
len Ubersetzung erfolgen: im Trainingsma-
terial der MU-Engine, im Pre-Editing des
Ausgangstextes, wihrend des laufenden
MU-Prozesses, im Post-Editing durch den
Humanitibersetzer und zuletzt in der ab-
schliefenden Qualitétssicherung (TAB. 01).

Neue Aufgabengebiete

Zur Wahl eines Tools fiir die Maschinelle
Ubersetzung gibt es bis heute keine ,One-
size-fits-all“-Anwendung. Vielmehr handelt
es sich um Losungen, die fiir jede Sprach-
richtung, jede Textsorte, jedes Sachgebiet
(domain) und ggf. auch fiir jede Zielgrup-

pe passen. [19] Die Anreicherung mit sinn-
vollen Metadaten, die Standardisierung von
Formulierungsmustern und die Termino-
logiekontrolle fillt dabei fiir die Ausgangs-
sprache in das Aufgabengebiet der Techni-
schen Redaktion.

Auch die tbersetzungsgerechte Erstel-
lung eines Ausgangstextes ist fiir die Tech-
nische Redaktion nichts Neues. Da alle
Ausgangstexte und ihre Ubersetzungen als
Trainingsmaterial fiir maschinelle Uber-
setzungssysteme dienen konnen, wirkt sich
die Qualitét der Ausgangstexte auch auf die
Qualitit der Maschinellen Ubersetzungen
und den Post-Editing- Aufwand aus.

Wie bereits bei Einfiihrung der mitt-
lerweile etablierten Translation-Memo-
ry-Systeme gibt es durch die Maschinelle
Ubersetzung in der Abstimmung zwischen
Technischer Redaktion und Ubersetzung
zahlreiche neue Herausforderungen. Sie las-
sen sich nur gemeinsam meistern.
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